1. Tvorba rozhodnutí v GIS

Definície

Literatúra: IDRISI Guide to GIS and Image Processing Volume 2 4 

                                     Decision Support: Decision Strategy Analysis

                                     Decision Support: Uncertainty Management
· Rozhodnutie – decision :

· voľba medzi alternatívami

· alternatívy sú rozne hypotézy, napr. rôzne alokácie...

· racionálne správanie predstavuje voľbu medzi alternatívami pomocou nejakého kritéria

Kritérium – criterion

· merateľná báza pre rozhodnutie, vyhodnotiteľná

· doklad rozhodnutia

· dva druhy kritérií – faktory a okolnosti – obmedzenia

faktor (factor) :

· kritérium, ktoré zväčšuje alebo zmenšuje vhodnosť   

    alternatívy pre   uvažovanú aktivitu

· kontinuálne metateľné 

· faktory označujeme pojmom rozhodovacie premenné
       obmedzenia (constrains):

· limity faktorov

· binárne mapy (nulové hodnoty predstavujú vylúčenie vhodnosti)

Rozhodovacie pravidlo -  decision rule

· procedúra na kombináciu kritérií – získanie partikulárnych hodnotení

· vyhodnocuje partikulárne hodnotenia

· kombináciu kritérií vyjadruje zložený index
· vyhodnotenie – pomocou funkcie alebo heuristiky 

Výber funkciou 

                poskytuje výber pomocou matematického priemeru 

                alternatív.

Heuristika - špeciálny postup, nie funkcia

· dva typy rozhodovacích pravidiel

· na vyhodnotenie individuálnych znakov (klasifikácia)

· na vyhodnotenie  množiny alternatívnych znakov (selekcia)
Úloha, cieľ (objective) - štrukturálny prvok rozhodovacieho pravidla 

Vyhodnotenie – evaluation – aplikácia rozhodovacích pravidel:

 
Multi Criteria Evaluations 

 vyhodnotenie viacerých kritérií – modelovanie 

· vážená lineárna kombinácia – každý faktor je násobený váhou a potom sa pripočíta do indexu vhodnosti,

· konkordantno-diskonkordatná analýza- pre každý pár alternatív je analyzovaný stupeň , ktorým jedna alternatíva prevyšuje druhú podľa špecifikovaného kritéria 

      Multi Objective Evaluations 

 vyhodnotenia s viacerými cieľmi

· Komplementárne ciele

· Konfliktné ciele

Neurčitosť – uncertainty

Neurčitosť údajov (databázy)

· Presnosť meraní – kvalita údajov 

· Ostrosť klasifikácie a hraníc – napr. neurčitosť hranice medzi strmými areálmi -  niekde medzi 10 o a 20 o – neostré množiny – Fuzzy set theory

Neurčitosť rozhodovacích pravidiel

                vyplýva zo spôsobu kombinácie a vyhodnotenia kritérií

· Prahové hodnoty v rozhodovacích pravidlách

· Štruktúra rozhodovacích pravidiel (chyba špecifikácie)

Riziko – risc – pravdepodobnosť zlého rozhodnutia

· Riziko je výsledkom neurčitosti 

· Hodnotenie rizika vyžaduje kombinácie odhadov neurčitostí (Bayesova formula na hodnotenie neurčitosti), 

· podchádzajúcich z rôznych zdrojov (údajov, pravidiel)

Proces tvorby rozhodnia – decision making process

· Definícia problému – (objective)

· Určenie množiny hodnotiacich kritérií, ktoré budú 

        použité

· Stanovenie váh pre kritériá (ranking, rating, parwise comparison, trade-off)

· Vytváranie alternatív

· Aplikácia rozhodovacích pravidel

· Odporučenie najlepšieho riešenia

Typy rozhodovacích úloh

	
	Single criterion
	Multi criteria

	Single objective
	X
	X

	Multi objective
	X
	X


2. Tvorba rozhodnutí v GIS

Neurčitosť a chyby rozhodnutí

Literatúra: IDRISI Guide to GIS and Image Processing Volume 2 4 

                                     Decision Support: Decision Strategy Analysis

                                     Decision Support: Uncertainty Management
Neučitosť a chyby rozhodnutí- zdroje a podstata

Neučitosť = chyba

Neurčitosť ~= chyba 

Neurčitosť priestorovej definície 

Neurčitosť atribútov 


nepresnosť atribútov – skreslenie, zanedbanie...


zdroj neurčitosti je v povahe údajov – problém neostrých množín

Vyjadrenie neurčitosti 

Systematické chyby – systematic error

konzistentné skreslenie reality – geoid, zobrazenie, napr meranie dl´žky s presnosťou 1:3000 – ide o kumuláciu chyby 1 m na 3000 m  vo vzťahu k skutočnej dľžke

Náhodné chyby – random errors
Kvalitatívne údaje : chyba je vyjadrená ako pravdepodobnosť, že 

klasifikovaná trieda jechybná. Napr. vo vzťahu  k LU (land use) máme určenú chybu 0.15  ( 85 % klasifikačných tried je lokalizovaných presne

Kvantitatívne údaje: chyba = stupeń odlišnosti meraných hodnôt 

od správnych – RMSE – normálne rozdelenie RMSE

RMS=odmocnina( suma(xi-t)2/n)

xi – meranie

t- správna hodnota

n – počet meraní


+ - 1. RMS – 68% meraní

+ - 2. RMS – 98% meraní





+ - 3. RMS – 99.7% meraní

Rôzne spôsoby určenia RMS ( odhad, presnejšie merania---)

Neostré množiny – fuzzy sets

· Prípad neurčitosti, ktorý nemusí znamenať chybu

· Vznikajú klasifikáciou: hranice medzi klasif. triedami nie sú ostré – určité

· Pre každú klasifikačnú triedu určujeme funkciu členstva (membership function) – hodnoty <0,1>

· Napr. je dana MF pre sklony 10% - 25 % - tzv .S funkcia 

  

Vyjadrenie chýb 

v GBU sa uskutočňuje porovnaním hodnôt v GBU so skutočnosťou (pravdivostnou bázou – ground truth) na vybranej priestorovej vzorke

Vzorkovanie v priestore 

3 metódy tvorby priestorovej vzorky 

· náhodná(náhodný výber x,y súradníc – výhoda nezávislosť)

· systematická( pravidelný grid bodov – nevýhoda tendencia k priestorovej závislosti)

· stratifikovaná – kompromis vyšších – study area je rozdelená na pravidelné matice, výber bodov je náhodný v rámci matice

· modul SAMPLE – vytvára vektor file pre uvedené metódy
Veľkosť priestorovej vzorky


Stupeň spoľahlivosti 

V GBU je vyjadrený ako očakávaná pravdepodobnosť, že 

hodnota v GBU je správna (napr. 95%)

Presnosť 

 
Je vyjadrená ako interval spoľahlivosti hodnoteného údaju


(napr 10m + - 2)

Na určenie počtu vzoriek platí vzťah:

N = (z2.sigma2/e2), 



n- rozsah vzorky, 

z- štandardné skóre pre špecifický interval spoľahlivosti

sigma – štandardná odchýlka 

Pre kvantitatívne údaje a odhad chyby, kde sigma = RMS  platí 

N = (z2.RMS2/2e2),

(napr. štandardné skóre pre očakávaný stupeň  spoľahlivosti 95% je 1.96)

Pre kvalitatívne údaje platí

N = (z2.p.q/e2), 

p - správne

q=1-p

Pravdivostná báza – ground truth 

 množina bodov zameraná GPS s pravdivými tematickými atribútmi 

 (kvalit, kvantit)


Proces vyhodnotenia chyby


Pri kvantitatívnych údajoch počítame priamo RMS 

Pri kvalitatívnych údajoch  napr. Land use (LU) sa používa tzv 

chybová matica

	
	Conifer
	Mixed
	Decid.
	Water
	Total
	error

	conifer
	24
	0
	0
	3
	27
	0.11

	Mixed
	3
	36
	16
	0
	55
	0.35

	decid
	0
	0
	28
	0
	28
	0

	water
	2
	0
	0
	14
	16
	0.12

	total
	29
	36
	44
	17
	126
	

	error
	0.17
	0
	0.36
	0.18
	
	0.19


Šírenie chýb

V analýzach sa kombinujú chyby z rôznych zdrojov v ovplyvňujú rozhodovacíproces

Vzorce  (pre aritmetické a logické operácie) 

Vo vzorcoch S predstavuje RMS error, X,Y,Z sú mapy. 

Skalárne operácie a Overlay

Overlay Add / Subtract (e.g., Z=X+Y or Z=X-Y) :

SZ=sqrt(SX2+SY2)
Overlay Multiply / Divide (e.g., Z=X*Y or Z=X/Y)

SZ=sqrt(SX2*Y2 +SY2*X2)
Scalar Add / Subtract (e.g., Z=X+k or Z=X-k) bez zmeny


SZ =SX
Scalar Multiply (e.g., Z=X*k)


SZ=SX*k

Scalar Divide (e.g., Z=X/k) 

SZ =SX/k

Scalar Exponentiate (e.g., Z=X k )

SZ = sqrt(k2 *X(2 *(k-1)) *SX2 ) 
Logické operácie  (e = error)
Logical AND

ez =ex + (1-ex )*ey 
alebo 

ez =ex + ey - (ex *ey )

Logical OR

ez =ex *ey
Monte Carlo simulácia

- generátor náhodných čísiel
- procedúra na simuláciu správania sa náhodnej premennej v  

  systéme 

· analýza sa uskutočňuje 2x – 1. krát bez simulovanej chyby, 2. krát so simuláciou chyby vo vstupných údajoch , výsledky sa porovnajú a z rozdielov sa určí vplyv chyby v analýze

RANDOM – procedúra v IDRISI

- generuje náhodný počet img súborov podľa rectilineárneho, 

      normálneho a log-normálneho modelu rozdelenia chyby 

    - vyhodnotia sa rozdiely (Histogram) medzi Random.img a  

      Orig.img a určí sa vplyv chyby.

Neurčitosť rozhodnutí – Bayesova pravdepodobnosť

Bayesova teória pravdepodobnosti je nástroj na vyhodnotenie vzťahu medzi hypotézou (hypotesis) a javom - skutočnosťou (evidence)

Byesova veta:

1. daný je úplny systém n nezlučiteľných hypotéz H1,H2, ...HN 

2. Pravdepodobnosti hypotéz sú pred pokusom známe – 
P(H1),P(H2,) ...P(HN)
3. Urobí sa pokus, ako výsledok pokusu je jav A
4. Ako sa zmenia pravdepodobnosti hypotéz H1,H2, ...HN v súvislosti s javom A ... P(Hi/A)?
Podmienená pravdepodobnosť pre hypotézu P(Hi/A) je daná:
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 - javom A podmiennená pravdepodobnosť k hypotéze 

                                           Hi



         
[image: image3.wmf]P(Hi)

      - pravdepodobnosť výskytu hypotézy – prior 




[image: image4.wmf]P(Hi/A)

  - pravdepodobnosť hypotézy po vykonanom pokuse – 

                                           posterior


Príklad – výpočet  Bayesovej pravdepodobnosti

Prístroj môže byť z vysokokvalitných súčiastok, alebo súčiastok obyčajnej kvality. 40% prístrojov má vysokokvalitné súčiastky,60% prístrojov je obyčajnej kvality. Urobí sa pokus, sleduje sa jav – spoľahlivosť prístroja. Ak je prístroj vysokokvalitný, jeho spoľahlivosť (pravdepodobnosť bezporuchovej prevádzky v čase t) je 95%, spoľahlivosť prístroja obyčajnej kvality je 70%.

Prístroj sa skúšal počas doby T a pracoval bez porúch.

 Úloha: treba určiť pravdepodobnosť, že je zložený z vysokokvalitných súčiastok.

Riešenie:

Sú dve hypotézy – H1(vysokokvalitné súčiastky)  a H2(obyčajná kvalita)

Pravdepodobnosti týchto hypotéz –

 prior – sú : P(H1)= 0.4, P(H2)=0.6

Ako výsledok pokusu nastal jav A – prístroj pracoval bez porúch počas 

 doby T.

Podmienené pravdepodobnosti tohoto javu k hypotézam H1 a H2 sú: P(A/H1)= 0.95,  P(A/H2)=0.7

Podľa vzorca nájdeme pravdepodobnosť hypotéhy H1 po vykonanom pokuse – 

P(H1/A) – posterior  =( 0.4*0.95)/(0.4*0.95+0.6*0.7) = 0.475.

Pravdepobobnosť, že je stroj zložený z vysokokvalitných súčiastok je po vykonanom pokuse 0.475.

Prehľad cvičení 1-4

Príklad 1

Prahovanie

Neurčitosť databázy


Príklad 2

Bayesova formula a využitie apriórnych pravdepodobností

Príklad 3

Neurčitosť rozhodovacieho pravidla 


Príklad 4

Šírenie chýb – Monte Carlo simulácia


3. Tvorba rozhodnutí v GIS

MCE – multi criteria evaluation

Prípady, keď viacero kritérií vstupuje do rozhodovacej úlohy

Obmedzenia

· slúžia na limitovanie výberu medzi alternatívami

· v MCE (multi criterial evaluations) majú formu binárnych máp

· kombinácia faktorov – obmedzení  sa realizuje  metódou booleovskej algebry – (AND, OR)

Faktory

· sú kontinuálne

· v prípade viacerých faktorov v rozhodovacích úlohách  používame  váženú lineárnu kombináciu 

S=
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cj - kritérium skóre faktora – obmedzenia 


MCE vyžaduje riešenie nasledovných problémov:

· vyjadrenie kritérium skóre pre uvažované faktory

· definovanie váh k jednotlivým faktorom

· vyjadrenie neurčitosti a rizika rozhodnutia
Určenie kritérium skóre

· zaradenie hodnoty faktora do pomernej škály = štandardizácia   

· ak je v rozhodovacom procese faktor vzialenost od cesty, je potrebné kontinuálnu mapu vzdialeností zmeniť na indexy vzialeností – napr. linárnym škálovaním
Xi = (Ri-Rmin)/(Rmax-Rmin) ...

       Ri je pôvodná hodnota (raw score)

· STRETCH

Váha kritérií

· používa sa viacero metód

· matica párového porovnanie – parvise comparison matrix

· v kontexte s rozhodovacím procesom sa označuje AHP – analytical hierarchy process

· metóda MCE vyžaduje, aby suma všetkých váh =0

· na vyjadrenie váh sa používa sa 9 stupňová škála

	1/9
	1/7
	1/5
	1/3
	1
	3
	5
	7
	9

	extrémne
	veľmi významne
	významne
	priemerne
	rovnako
	priemerne
	významne
	veľmi významne
	extrémne

	menej dôležité
	 
	viac dôležité


· vyjadrenie váh v intervale 0-1 metódou charakteristického vlastného vektora (principal eigen vector) symetrickej štvorcovej matice, ktorú tvoria kombinácie všetkých faktorov 

Príklad:

Daných je 5 faktorov:

A - road proximity, B- Town proximity, C- slope grade, 

D- small settlement, E- distance from park

Párová porovnávacia matica faktorov A-E:

	
	a
	b
	c
	d
	e

	a
	1
	
	
	
	

	b
	1/3
	1
	
	
	

	c
	1
	4
	1
	
	

	d
	1/7
	2
	1/7
	1
	

	e
	1/2
	2
	1/2
	4
	1


                                     2.98


    Približné vyjadrenie váh faktorov A-E:

	1/2.98
	(1/3)/2.98
	1/2.98
	(1/7)/2.98
	(1/2)/2.98

	0.34
	0.11
	0.34
	0.05
	0.17





     Približné vyjadrenie hodnôt principal eigen vector - a

     WEIGHT

       -  určuje váhy faktorov metódou principal eigen vector

	0.33
	0.08
	0.34
	0.07
	0.18


 
     -  určuje pomer konzistentnosti – Consistency ratio - CR


    Ak CR > 0.1                nebol dobrý odhad významnosti vzťahov medzi 

                     dvojicami faktorov, treba navrhnúť nové 

                      nastavenia významnosti vzťahov medzi 

                      faktormi 

Príklad 5

Určenie chyby

Veľkosť vzorky (Sample Size)

Npelev
n = z2 . RMS2 / 2e2


n = (1,6452 x 502) / (2 x 52) = 135

Nplandu
n = z2 . p .q / e2


n = 1,6452 x 0.15 x 0.85 / 0.052 = 138



veľkosť vzorky záuj. oblasti = 138 / 0,5542 = 250
   

Tvorba vzorky


  vektor


raster

Určenie chyby výškových údajov

Určenie chyby údajov Landuse


Príklad  6

Neurčitosť v databáze



p(3/other) = area(3) / area(~other)


Podľa krivky normálneho rozdelenia:


























klon 15% má stupeň členstva 0.22


Sklon 20 % má stupeň členstva 0.78





Chyby z vynechania


Errors of omission


V realite boli, mapované neboli  





Chyby


z prekročenia


Errors


of commission


boli mapované, ale v realite sa nevyskytli





24/29=0.83 – správne mapovaných, 0.17 nesprávne mapovaných





Interval spoľahlivosti





CI=±Z.SQRT(p.q/n)





z – štandardné skóre


sqrt – odmocnina


p- vykázaná chyba


q=1- p


n- vzorka








CI= ±1.96*SQTR(0.19*0.81)/126 = +-0.07





Máme 95% spoľahlivosť, že môžeme očakávať 19% nekorektne mapovaných atribútov ±7%
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